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ABSTRAK 

Deep Learning merupakan bagian dari bidang ilmu Machine Learning, memiliki 

metode yang dikenal sebagai Deep Neural Network yang digunakan untuk melatih 

jaringan saraf buatan agar bisa bekerja layaknya saraf otak manusia dalam kasus 

mengenali suatu pola dari sekelompok data yang akan dijadikan suatu pengetahuan 

untuk sistem. Deep Neural Network merupakan salah satu ilmu yang utama untuk 

dapat menciptakan Artificial Intelligence yang lebih cerdas. Citra merupakan 

gambar pada bidang dua dimensi yang mengandung informasi di dalamnya. 

Apabila citra memiliki kualitas yang rendah, informasi yang dimiliki citra tersebut 

akan berkurang bahkan hilang. Khususnya jika citra memiliki kualitas resolusi 

rendah, untuk meningkatkan kualitas resolusi pada citra dapat digunakan interpolasi 

Bilinear upsampling. Namun citra yang dihasilkan tidak baik. Maka dilakukan 

proses pengimplementasian model Low-Light Convolutional Neural Network untuk 

memperbaiki kualitas citra hasil proses interpolasi Bilinear upsampling. 

Kata kunci: Deep Neural Network, Low-Light Convolutional Neural Network, 

Machine Learning,  Resolusi Citra 
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BAB I 

PENDAHULUAN 

1.1 Latar Belakang 

Saat ini, teknologi berkembang dengan sangat cepat. Salah satunya adalah 

Kecerdasan Buatan yang digunakan untuk membuat sistem cerdas. Bagian dari 

kecerdasan buatan yang banyak diperbincangkan saat ini adalah Machine Learning, 

dimana machine learning adalah suatu area dalam artificial intelligence atau 

kecerdasan buatan yang berhubungan dengan pengembangan teknik-teknik yang 

bisa diprogramkan dan belajar dari data masa lalu. Penerapan algoritma machine 

learning, dapat diterapkan untuk pengolahan citra. Citra merupakan gambar pada 

bidang dua dimensi, citra memiliki informasi di dalamnya. Namun pada citra yang 

dimiliki seringkali mengalami penurunan mutu. Seperti terdapat cacat, kabur (blur), 

kurang tajam, kualitas resolusi yang rendah, dan lain sebagainya. Untuk dapat 

memiliki citra dengan kualitas resolusi yang tinggi, dibutuhkan kamera yang 

memiliki spek tinggi. Perkembangan teknologi kamera saat ini memudahkan 

manusia untuk memillikinya, namun biaya yang harus dikeluarkan cukup tinggi. 

Bagaimana jika spek kamera yang dimiliki hanya dapat menghasilkan citra dengan 

kualitas resolusi rendah. Jika citra memiliki resolusi rendah, maka informasi yang 

dimiliki citra tersebut dapat berkurang bahkan hilang, sehingga citra tidak fleksibel 

untuk diolah. 

Pengolahan citra atau image processing merupakan suatu metode yang 

digunakan untuk memproses atau memanipulasi gambar dalam bentuk 2 dimensi. 

Pada proses pengolahan citra, input yang dibutuhkan adalah sebuah citra yang akan 

diproses pada komputer dan menghasilkan output berupa citra dengan kualitas lebih 
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baik daripada citra yang belum diolah. Oleh komputer, citra akan diproses 

menggunakan operasi yang sesuai dengan tujuan untuk apa citra itu diolah, jika 

bertujuan untuk transformasi citra, terdapat operasi perbaikan kualitas citra (image 

enhancement) dan operasi pemulihan citra (image restoration). Beberapa teknik 

pengolahan citra yang sudah ada yaitu, teknik upsampling digunakan untuk 

memperbesar citra dengan menambahkan piksel di dalamnya, namun penggunaan 

teknik ini menghasilkan kualitas ketajaman citra menjadi buruk. Operasi 

peningkatan kualitas citra (image enhancement) bertujuan untuk memperbaiki 

kualitas citra dengan memanipulasi parameter-parameter pada citra, seperti dalam 

sebuah kasus perbaikan citra untuk intensitas cahaya yang rendah/gelap 

menggunakan metode LLCNN (Low-Light Convolutional Neural Network) [1] dan 

metode LL-Net (Low-Light Net) [2].  

Convolutional networks adalah jaringan saraf tiruan sederhana yang 

menggunakan proses konvolusi pada perkalian matriks umum untuk setidaknya di 

satu layers-nya [3]. Salah satu penelitian tentang perbaikan citra yang memiliki 

intensitas cahaya rendah menjadi citra yang terang dan dapat dilihat dengan jelas 

dilakukan dengan menggunakan metode LLCNN (Low-Light Convolutional Neural 

Network) [1], yang merupakan gabungan dari metode LL-Net dan CNN. Hasil 

implementasi metode LLCNN dapat dilihat pada gambar 1.1. 
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Gambar 1.1. Citra LLCNN [1] 

 Pada kasus yang serupa, sebuah riset dengan metode LL-Net dapat 

memperbaiki citra gelap menjadi citra yang terang, namun metode ini tidak 

menerapkan convolutional layer dalam prosesnya. Hasil implementasi metode LL-

Net dapat dilihat pada gambar 1.2. 

 

Gambar 1.2. Citra hasil LL-Net [2] 
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1.2 Rumusan Masalah 

Dari latar belakang yang telah dijelaskan sebelumnya, dapat dirumuskan 

beberapa masalah: 

1) Apakah citra resolusi rendah dapat ditingkatkan menjadi citra resolusi 

tinggi. 

2) Dapatkah metode Low-Light Convolutional Neural Network (LLCNN) 

mengatasi kelemahan metode upsampling. 

 

1.3 Tujuan 

Tujuan dari penelitian ini adalah memperbaiki citra yang memiliki kualitas 

resolusi yang rendah menjadi citra resolusi tinggi dengan menerapkan model Low-

Light Convolutional Neural Network (LLCNN). 
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BAB II 

LANDASAN TEORI 

 

2.1. Interpolasi, Sampling atau Scaling 

Interpolasi merupakan metode untuk merekonstruksi suatu nilai data baru dari 

nilai data yang telah diketahui dengan fungsi hampiran tertentu. Nilai hasil 

interpolasi merupakan nilai estimasi. Interpolasi terdiri dari interpolasi adaptive dan 

non-adaptive. Interpolasi adaptive melakukan proses komputasi secara merata di 

seluruh pikselnya, sedangkan interpolasi non-adaptive melakukan proses 

komputasi berdasarkan kriteria konten tertentu, misalnya memperlakukan proses 

yang berbeda pada frekuensi tinggi dan frekuensi rendah pada citra [8].  

Salah satu teknik yang digunakan dalam pengolahan citra digital adalah 

sampling atau scaling. Saat sebuah citra diperbesar, proses ini dapat disebut sebagai 

upsampling. Proses upsampling memerlukan dua langkah, yaitu pembuatan lokasi 

untuk piksel yang baru dan penerapan grey levels ke lokasi baru tersebut. Untuk 

dapat menerapkan grey levels di setiap lokasi piksel yang baru, diambil piksel 

terdekat dari citra asli lalu perluas ke ukuran yang ditentukan untuk mendapat 

ukuran citra yang lebih besar. Sedangkan penyusutan citra dapat disebut sebagai 

proses downsampling. Dalam proses downsampling, jarak pada grid akan berkurang 

satu piksel karena ukuran citra menjadi lebih kecil [9].  

Salah satu metode untuk menyelesaikan permasalahan dalam menerapkan 

grey levels adalah interpolasi Bilinear upsampling. Interpolasi bilinear upsampling 

mengambil nilai terdekat dari nilai-nilai piksel yang diketahui yang mengelilingi 
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piksel yang tidak diketahui (𝑥, 𝑦), seperti pada gambar 2.1. Dibutuhkan rata-rata 

tertimbang dari 4 piksel ini untuk sampai pada nilai akhir yang diinterpolasi.  

 

Gambar 2.1. Bilinear upsampling 

Dari ilustrasi pada gambar 2.1 di atas, berikut ini adalah rumus interpolasi bilinear 

upsampling: 

 Rumus interpolasi bilinear upsampling: 

Interpolasi linear pada sumbu x: 

𝑹𝟏     𝑓(𝑥, 𝑦1) =
𝑥2−𝑥

𝑥2−𝑥1
𝑓(𝑄11) +

𝑥−𝑥1

𝑥2−𝑥1
𝑓(𝑄21)  (2.1) 

𝑹𝟐     𝑓(𝑥, 𝑦2) =
𝑥2−𝑥

𝑥2−𝑥1
𝑓(𝑄12) +

𝑥−𝑥1

𝑥2−𝑥1
𝑓(𝑄22)  (2.2) 

Interpolasi linear pada sumbu y: 

𝑷     𝑓(𝑥, 𝑦) =
𝑦2−𝑦

𝑦2−𝑦1
𝑓(𝑥, 𝑦1) +

𝑦−𝑦1

𝑦2−𝑦1
𝑓(𝑥, 𝑦2)  (2.3) 

=
𝑦2 − 𝑦

𝑦2 − 𝑦1

(
𝑥2 − 𝑥

𝑥2 − 𝑥1

𝑓(𝑄11) +
𝑥 − 𝑥1

𝑥2 − 𝑥1

𝑓(𝑄21))

+  
𝑦 − 𝑦1

𝑦2 − 𝑦1

(
𝑥2 − 𝑥

𝑥2 − 𝑥1

𝑓(𝑄12) +
𝑥 − 𝑥1

𝑥2 − 𝑥1

𝑓(𝑄22)) 
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=
1

(𝑥2 − 𝑥1)(𝑦2 − 𝑦1)
(𝑓(𝑄11)(𝑥2 − 𝑥)(𝑦2 − 𝑦)

+ 𝑓(𝑄12)(𝑥2 − 𝑥)(𝑦 − 𝑦1)

+ 𝑓(𝑄21)(𝑥 − 𝑥1)(𝑦2 − 𝑦)

+ 𝑓(𝑄22)(𝑥 − 𝑥1)(𝑦 − 𝑦1)) 

=
1

(𝑥2 − 𝑥1)(𝑦2 − 𝑦1)
[𝑥2 − 𝑥 𝑥 − 𝑥1] [  

𝑓(𝑄11) 𝑓(𝑄12)

𝑓(𝑄21) 𝑓(𝑄22)
 ] [

𝑦2 − 𝑦
𝑦 − 𝑦1

] 

Keterangan: 

 (𝑥, 𝑦) = letak koordinat di titik P 

 𝑓(𝑥, 𝑦) = nilai indeks di titik (x,y) 

 

2.2. Machine Learning (ML) 

Machine Learning adalah bagaimana membuat komputer dapat 

menyesuaikan tindakannya (seperti membuat prediksi, atau mengendalikan robot) 

sehingga tindakannya menjadi sangat akurat. Akurasi diukur dengan seberapa baik 

tindakan yang dipilih dapat mengandung suatu kebenaran. Jika seorang pemain 

memainkan suatu permainan yang melawan komputer, di permulaan permainan 

pemain dapat mengalahkan komputer, tetapi setelah melakukan banyak permainan 

komputer akan mulai dapat mengalahkan pemain tersebut hingga akhirnya pemain 

ini tidak dapat menang atas komputer. permainan pemain yang menjadi lebih buruk 

atau komputer yang sedang belajar bagaimana cara memenangkan permainan atas 

pemain. Setelah komputer belajar mengalahkan pemain, kemampuan ini dapat 

berkembang lebih baik dan saat bermain dengan pemain lain, komputer akan 

menggunakan strategi yang sama, sehingga setiap saat bermain dengan pemain baru 
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kemampuan komputer tidak dimulai kembali dari awal. Tindakan ini dikenal 

sebagai bentuk generalisasi [10].  

Dalam machine learning terdapat istilah Training dan Testing. Training 

(pelatihan) akan dilakukan oleh algoritma machine learning. Saat pelatihan, 

algoritma machine learning akan menyesuaikan diri dengan data pelatihan (train 

data) yang diberikan dengan merubah parameternya. Training berguna untuk 

melatih algoritma machine learning dengan melakukan pembelajaran dari data 

secara mandiri agar mengetahui informasi dari data tersebut. Setelah proses training 

dilakukan, proses selanjutnya adalah testing (pengujian) yang dilakukan untuk 

mengevaluasi performa algoritma yang akan diuji menggunakan data pengujian 

yang berbeda dari data pelatihan sebelumnya.  

 

2.3. Deep Learning 

Jaringan Syaraf Tiruan atau Artificial Neural Network (ANN) merupakan 

sebuah teknik dalam ML yang sengaja dibuat untuk menyerupai syaraf manusia 

yang menjadi bagian fundamental dari otak. NN memiliki struktur yang terdiri atas 

lapis masukan (input layer) dan lapis keluaran (output layer). Pada setiap lapis 

terdiri atas satu atau beberapa unit neuron yang memiliki sebuah fungsi aktivasi 

yang berfungsi sebagai “pengaktif neuron” untuk menentukan output dari unit 

tersebut. Agar kemampuan dari NN meningkat, lapis tersembunyi (hidden layer) 

dapat ditambah sesuai dengan kebutuhan. NN dapat dilatih dengan menggunakan 

data training. Banyaknya data training yang digunakan akan menentukan seberapa 

bagus kinerja dari NN tersebut. Akan tetapi, kemampuan NN terbatas pada jumlah 

lapisan, jika jumlah lapisan yang digunakan semakin banyak, maka kapasitas yang 
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digunakan NN akan semakin tinggi. Banyaknya lapisan yang digunakan akan 

menimbulkan masalah yaitu, semakin banyaknya jumlah iterasi atau training yang 

dibutuhkan [11]. 

Teknik Deep Learning (DL) dikembangkan untuk mengatasi kekurangan 

yang ada pada ANN, deep learning merupakan sebuah teknik dalam Neural 

Network (NN) yang digunakan untuk mempercepat proses pembelajaran pada NN. 

Dengan adanya deep learning, proses training dapat menghemat waktu, karena 

masalah hilangnya gradien pada backpropagation akan semakin rendah. Jenis-jenis 

Deep Learning yang ada antara lain Deep Auto Encoder, Deep Belief Nets, 

Convolutional Neural Network, dan lain sebagainya [11]. Dalam penelitian ini akan 

digunakan Convolutional Neural Network. 

 

2.4. Convolutional Neural Network (CNN) 

Convolutional Neural Network (Le cun, 1989) juga dikenal sebagai CNN, 

merupakan jenis jaringan saraf tiruan yang khusus untuk memproses data seperti 

grid topologi. Contohnya adalah data time-series yang dianggap sebagai grid 1 

dimensi, dan data citra yang dianggap sebagai grid 2 dimensi. Nama “CNN” 

menunjukkan bahwa network disusun menggunakan operasi matematika yang 

disebut konvolusi. Konvolusi adalah jenis operasi linear khusus. Convolutional 

networks adalah jaringan saraf tiruan sederhana yang menggunakan proses 

konvolusi pada perkalian matriks umum untuk setidaknya di satu layers-nya [3]. 

Salah satu tujuan operasi konvolusi adalah untuk mengekstraksi fitur pada citra.   
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Dalam pengolahan citra, operasi konvolusi merupakan operasi yang 

mendasar. Konvolusi adalah operasi pada 2 fungsi f(x) dan g(x) yang dinotasikan 

sebagai berikut: 

ℎ(𝑥) = 𝑓(𝑥) ∗ 𝑔(𝑥) = ∫ 𝑓(𝑎)𝑔(𝑥 − 𝑎)𝑑𝑎
∞

−∞
   (2.4) 

Pada fungsi diskrit, notasi konvolusinya adalah sebagai berikut: 

ℎ(𝑥) = 𝑓(𝑥) ∗ 𝑔(𝑥) = ∑ 𝑓(𝑎)𝑔(𝑥 − 𝑎)∞
𝑎=−∞   (2.5) 

Keterangan:  

 ∗  = operator konvolusi 

 𝑎  = dummy variable 

 𝑔(𝑥) = kernel konvolusi atau kernel penapis (filter) 

 𝑓(𝑥) = sinyal masukan 

 ℎ(𝑥) = keluaran (output) 

 

2.5. LLCNN 

Tidak semua citra memiliki kualitas yang baik, beberapa diantaranya 

memiliki tingkat cahaya yang berbeda-beda. Ketika sebuah citra diambil dalam 

kondisi cahaya yang tidak memadai seperti cahaya yang rendah (low-light), nilai-

nilai piksel berada dalam rentang dinamis rendah. Hal ini dapat menyebabkan 

penurunan kualitas. Karena seluruh citra terlihat sangat gelap, sangat sulit untuk 

mengidentifikasi sebuah objek secara benar [1]. Citra yang demikian itu perlu 

ditingkatkan mutunya. Salah satu metode yang dapat diterapkan adalah LLCNN. 

Gambar 2.2 merupakan tahapan dari metode LLCNN dan gambar 2.3 merupakan 

tahapan dari convolutional module. 
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Gambar 2.2. Arsitektur LLCNN [1] 

 

 

Gambar 2.3. Convolutional Module [1] 
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BAB III 

ANALISIS, PERANCANGAN DAN IMPLEMENTASI LLCNN 

3.1. Analisis Masalah 

Saat sebuah citra resolusi rendah akan ditingkatkan menjadi citra resolusi 

tinggi, kasus ini telah memasuki bidang permasalahan dalam pengolahan citra 

digital (resolution enhancement) yang bertujuan untuk memperbaiki kualitas 

resolusi citra dari citra resolusi rendah menjadi citra resolusi tinggi. Teknik 

pengolahan citra yang diambil untuk memecahkan kasus ini yaitu upsampling. 

Upsampling digunakan untuk memperbesar citra, karena akan menambah jumlah 

piksel yang ada di dalam citra dan memperbesar ukuran citra. Namun hasil citra 

dari proses upsampling memiliki kualitas ketajaman yang buruk sehingga citra 

terlihat pecah. Masalah yang muncul adalah bagaimana cara mengatasi kelemahan 

yang didapat dari citra hasil proses upsampling. Persoalan ini diselesaikan dengan 

mengimplementasikan model dari agoritma LLCNN.  

 

3.2.  Perancangan  

3.2.1.  Data Input dan Data Output 

Data input yang akan digunakan yaitu citra jenis RGB yang memiliki resolusi 

rendah berukuran ≤ 170x170 piksel, dengan format .jpeg dan .png. data ini dibagi 

menjadi dua kelompok, yaitu data training dan data testing. Data training yang 

terdiri dari citra resolusi rendah dan citra target (resolusi tinggi) masing-masing 

berjumlah 800 citra dan data testing berjumlah 200 citra. Data output berupa citra 

RGB berukuran 680x680 piksel atau 4x lebih besar dari ukuran data input. 



15 
 

3.2.2.  Pre-Processing 

Tahap pre-processing hanya berlaku untuk citra resolusi rendah yang 

memiliki ukuran < 170x170 piksel. Pada tahap pre-processing, proses auto padding 

akan diberlakukan untuk menambahkan padding bernilai 0 pada sisi citra yang 

dianggap memiliki ukuran < 170x170 piksel, padding akan mengisi sisi tersebut 

hingga ukuran citra menjadi = 170x170 piksel. Tujuan diterapkannya proses auto 

padding yaitu agar matriks input dan matriks output memiliki ukuran matriks yang 

sama. Setelah proses auto padding dilakukan, selanjutnya citra akan diproses oleh 

sistem JST.    

 

3.3. Perancangan Arsitektur Jaringan Syaraf Tiruan 

Tahap selanjutnya adalah membuat rancangan pada sistem JST yang akan 

dibangun. Berikut ini adalah rancangan arsitektur JST yang digunakan dalam 

penelitian ini: 

1. Perancangan Input Layer 

Sistem JST ini diatur agar menerima input berupa citra RGB berukuran 

170x170 piksel yang akan diperbesar 4x dari ukuran citra asli menggunakan 

interpolasi bilinear upsampling. 

2. Perancangan Hidden Layer 

Hidden layer yang terdapat pada sistem ini merupakan sebuah model JST 

yang diadopsi dari model penelitian LLCNN [1]. 

3. Perancangan Output Layer 

Output layer berupa citra berukuran 680x680. Proses keseluruhan sistem 

ditampilkan pada gambar 3.1 berikut ini: 
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Gambar 3.1. Model LLCNN [1] 

 

3.3.1.  Proses Pada Input Layer 

Data input berupa citra RGB resolusi rendah berukuran 170x170 piksel akan 

diperbesar dengan interpolasi bilinear 4x dari ukuran citra asli. Misal data citra pada 

tabel 3.1 berikut ini merupakan contoh perhitungan interpolasi dari citra untuk 

matriks berukuran 5x5 diubah menjadi 10x10 dengan metode bilinear upsampling. 

Tabel 3.1. Citra dalam matriks 5x5 

 

1) Membuat matriks 10x10 yang akan menjadi citra hasil. Lalu nilai yang 

terletak paling ujung atas kanan, atas kiri, bawah kanan, dan bawah kiri 
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pada matriks sebelumnya, diletakkan di sisi matriks tujuan seperti pada 

tabel 3.2. 

Tabel 3.2. Citra dalam matriks 5x5 diperbesar x2 menjadi matriks 

10x10 

 

2) Untuk meletakkan nilai-nilai yang ada pada matriks sebelumnya ke 

matriks 10x10, maka terlebih dahulu ditentukan dimana letak indeksnya. 

Berikut ini cara mencari letak indeks yang baru:  

𝑖𝑛𝑑𝑒𝑘𝑠𝑏𝑎𝑟𝑢 =
𝑖𝑛𝑑𝑒𝑘𝑠0+𝑖𝑛𝑑𝑒𝑘𝑠𝑛

2
    (3.1) 

=
0 + 9

2
= 4,5 

Keterangan : 

 𝑛 = 10 − 1 

Didapatlah indeks kolom dan baris dinilai 4,5. Maka letakkan nilai 

matriks sebelumnya yang bersesuaian dengan letak indeks tersebut 

sehingga diperolah hasil seperti pada tabel 3.3. 

 

Tabel 3.3. Citra dalam matriks dengan indeks baru 
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3) Lakukan seperti langkah sebelumnya untuk mencari letak indeks baru di 

bagian yang lain. Indeks baru ini berfungsi sebagai indeks pembantu 

untuk mencari nilai-nilai baru. Setelah nilai baru didapat, maka indeks 

pembantu akan dihapus. Hasil dari tahap ini ditampilkan pada tabel 3.4. 

Tabel 3.4. Citra dalam matriks dengan seluruh lokasi untuk indeks 

pembantu 

 

4) Berikut ini cara mencari nilai-nilai yang belum diketahui diantara nilai-

nilai yang sudah diketahui. Yaitu dengan menngunakan rumus 

interpolasi dari (2.1) hingga (2.3). 

𝑛𝑖𝑙𝑎𝑖 𝑑𝑖 (0,5) =
6,75 − 5

6,75 − 4,5
. 2 +

5 − 4,5

6,75 − 4,5
. 4 = 2,44 
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𝑛𝑖𝑙𝑎𝑖 𝑑𝑖 (0,6) =
6,75 − 6

6,75 − 4,5
. 2 +

6 − 4,5

6,75 − 4,5
. 4 = 3,33 

Setelah dilakukan untuk seluruh nilai yang belum diketahu, akan 

diperoleh data citra seperti pada tabel 3.5 berikut ini merupakan tabel 

citra dalam matriks berukuran 10x10 yang telah diinterpolasi, matriks ini 

terdiri dari nilai piksel yang baru dan nilai piksel pembantu.  

Tabel 3.5. Citra dalam matriks yang telah diinterpolasi 

 

5) Setelah seluruh nilai baru didapatkan, maka seluruh indeks pembantu 

beserta nilai pikselnya dihapus. Tabel 3.6 berikut ini merupakan hasil 

akhir proses interploasi bilinear.  

 

 

 

 

 

Tabel 3.6. Citra dalam matriks 10x10 
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3.3.2.  Proses Pada Hidden Layer 

1) Setelah citra hasil interpolasi dilakukan untuk masing-masing channel 

R,G dan B. Masing-masing channel ini di konvolusi dengan 

menggunakan 64 filters berukuran 3x3 dan diperoleh 64 matriks untuk 

setiap channel R,G dan B.  

2) Menjumlahkan channel R,G dan B untuk setiap filter. Diperoleh matriks 

RGB berjumlah 64. 

3) Menerapkan fungsi aktivasi ReLU untuk seluruh 64 matriks RGB. 

4) Pada convolutional module layer bagian pertama, setiap matriks 

diterapkan 2 proses: 

a. Proses pertama adalah melakukan konvolusi dengan 64 filters 

berukuran 3x3. Hasil dari proses konvolusi untuk setiap filter akan 

diperoleh matriks sejumlah 64 yang akan di aktivasi dengan ReLU. 

Setelahnya kembali diproses dengan konvolusi yang sama seperti 

sebelumnya. 

b. Proses kedua melakukan konvolusi yang sama namun hanya satu 

kali tanpa proses aktivasi. 
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Kemudian hasil dari kedua proses ini (4a dan 4b) dijumlahkan dan 

diperoleh 64 matriks. 

5) Pada convolutional module layer bagian kedua, setiap matriks diterapkan 

2 proses: 

a. 64 matriks sebelumnya akan di aktivasi dengan ReLU. Kemudian 

dikonvolusi dengan menngunakan 64 filters berukuran 3x3. Proses 

ini dilakukan sebanyak 2 kali dengan proses aktivasi. 

b. 64 matriks pada bagian ini tidak diterapkan proses apapun. 

Hasil dari kedua proses ini (5a dan 5b) dijumlahkan dan diperoleh 64 

matriks. Selanjutnya 64 matriks ini diaktivasi dengan ReLU. 

6) Ke-64 matriks hasil proses sebelumnya dikonvolusi dengan 3 filters 

berukuran 3x3 untuk masing-masing filters. Hasil dari masing-masing 

filters dijumlahkan sehingga diperoleh 3 matriks sebagai citra R, G dan 

B. 

 

3.3.3.  Proses Pada Output Layer 

Setelah proses pada hidden layer selesai, dilakukan proses yang ada pada 

output layer untuk dapat menghasilkan output dari sistem JST. Berikut ini adalah 

contoh perhitungan operasi konvolusi dengan menggunakan 6 filters (contoh 

perhitungan ini merupakan nilai yang baru, bukan hasil proses interpolasi dari tabel 

3.6 sebelumnya) Tabel 3.7, 3.9 dan 3.11 merupakan matriks dari citra RGB 

berukuran 10x10 yang telah diberi padding bernilai 0 disekelilingnya, sehingga 

menjadi matriks berukuran 12x12. Tabel 3.8, 3.10 dan 3.12 merupakan filter 
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sebanyak 6 filter berukuran 3x3 untuk masing-masing matriks R,G dan B. Tabel 

3.13 merupakan bias berukuran 1x1 sebanyak 6.  

Tabel 3.7. Citra dalam matriks R 

 

Tabel 3.8. Filters matriks R 

 

Tabel 3.9. Citra dalam matriks G 

 

Tabel 3.10. Filters matriks G 

 

 

Tabel 3.11. Citra dalam matriks B 
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Tabel 3.12. Filters matriks B 

 

Tabel 3.13. Bias pada convolutional layer pertama 

 

Tabel 3.14 - 3.19 merupakan output matriks R hasil proses konvolusi antara 

tabel 3.7 berisi matriks R dengan tabel 3.8 berisi 6 filter untuk matriks R.  

Tabel 3.14. Konvolusi pertama - Output matriks R filter ke-0 

 

 

 

Tabel 3.15. Konvolusi pertama - Output matriks R filter ke-1 
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Tabel 3.16. Konvolusi pertama - Output matriks R filter ke-2 

 

Tabel 3.17. Konvolusi pertama - Output matriks R filter ke-3 

 

 

 

 

Tabel 3.18. Konvolusi pertama - Output matriks R filter ke-4 
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Tabel 3.19. Konvolusi pertama - Output matriks R filter ke-5 

 

Tabel 3.20 - 3.25 merupakan output matriks G hasil proses konvolusi antara 

tabel 3.9 berisi matriks G dengan tabel 3.10 berisi 6 filter untuk matriks G. 

Tabel 3.20. Konvolusi pertama - Output matriks G filter ke-0 

 

 

Tabel 3.21. Konvolusi pertama - Output matriks G filter ke-1 
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Tabel 3.22. Konvolusi pertama - Output matriks G filter ke-2 

 

Tabel 3.23. Konvolusi pertama - Output matriks G filter ke-3 

 

 

 

 

Tabel 3.24. Konvolusi pertama - Output matriks G filter ke-4 
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Tabel 3.25. Konvolusi pertama - Output matriks G filter ke-5 

 

Tabel 3.26 - 3.31 merupakan output matriks B hasil proses konvolusi antara 

tabel 3.11 berisi matriks B dengan tabel 3.12 berisi 6 filter untuk matriks B. 

Tabel 3.26. Konvolusi pertama - Output matriks B filter ke-0 

 

 

Tabel 3.27. Konvolusi pertama - Output matriks B filter ke-1 
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Tabel 3.28. Konvolusi pertama - Output matriks B filter ke-2 

 

Tabel 3.29. Konvolusi pertama - Output matriks B filter ke-3 

 

 

 

 

Tabel 3.30. Konvolusi pertama - Output matriks B filter ke-4 
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Tabel 3.31. Konvolusi pertama - Output matriks B filter ke-5 

 

Tabel 3.32 - 3.37 merupakan output matriks RGB yang telah dijumlahkan 

antara tabel 3.14 - 3.19 berisi output matriks R, tabel 3.20 - 3..25 berisi output 

matriks G, tabel 3.26 - 3.31 berisi output matriks B dan bias sebanyak 6 

berukuran 1x1. 

 

 

 

 

 

 

Tabel 3.32. Konvolusi pertama - Output matriks RGB filter ke-0 
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Tabel 3.33. Konvolusi pertama - Output matriks RGB filter ke-1 

 

Tabel 3.34. Konvolusi pertama - Output matriks RGB filter ke-2 

 

 

 

 

 

Tabel 3.35. Konvolusi pertama - Output matriks RGB filter ke-3 
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Tabel 3.36. Konvolusi pertama - Output matriks RGB filter ke-4 

 

Tabel 3.37. Konvolusi pertama - Output matriks RGB filter ke-5 

 

6) ReLU 

Setelah proses konvolusi dilakukan, selanjutnya akan dilakukan proses 

ReLU, jika output hasil proses convolutional layer memiliki nilai < 0 maka 

nilainya berubah menjadi 0, dan jika output ini memiliki nilai ≥ 0 maka nilai 
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tersebut tidak akan berubah. Tabel 3.38 - 3.43 di bawah ini merupakan output 

dari proses konvolusi sebelumnya dan telah diaktivasi dengan ReLU. 

Tabel 3.38. ReLU - output matriks RGB filter ke-0 

 

Tabel 3.39. ReLu - output matriks RGB filter ke-1 

 

Tabel 3.40. ReLu - output matriks RGB filter ke-2 
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Tabel 3.41. ReLu - output matriks RGB filter ke-3 

 

Tabel 3.42. ReLu - output matriks RGB filter ke-4 

 

Tabel 3.43. ReLu - output matriks RGB filter ke-5 

 

7) Perancangan Output Layer 

Output layer pada sistem ini berupa convolutional layer dengan jumlah filter 

sebanyak 3, ukuran kernel 3x3 dan 1 stride yang akan menghasilkan matriks 
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citra RGB. Tabel 3.44, 3.46, 3.48, 3.50, 3.52, dan 3.54 merupakan matriks 

output yang telah diberi padding bernilai 0 disekelilingnya. Tabel 3.45, 3.47, 

3.49, 3.51, 3.53 dan 3.55 merupakan filter sebanyak 3 filter (sesuai dengan 

channel warna RGB) berukuran 3x3 untuk masing-masing matriks R,G dan 

B. Tabel 3.56 merupakan bias berukuran 1x1 sebanyak 3. 

Tabel 3.44. Output citra dalam matriks ke-0 

 

Tabel 3.45. 3 Filter untuk output matriks ke-0 

 

Tabel 3.46. Output citra dalam matriks ke-1 
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Tabel 3.47. 3 Filter untuk output matriks ke-1 

 

Tabel 3.48. Output citra dalam matriks ke-2 

 

Tabel 3.49. 3 Filter untuk output matriks ke-2 

 

Tabel 3.50. Output citra dalam matriks ke-3 
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Tabel 3.51. 3 Filter untuk output matriks ke-3 

 

Tabel 3.52. Output citra dalam matriks ke-4 

 

Tabel 3.53. 3 Filter untuk output matriks ke-4 

 

Tabel 3.54. Output citra dalam matriks ke-5 
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Tabel 3.55. 3 Filter untuk output matriks ke-5 

 

Tabel 3.56. Bias convolutional layer kedua 

 

Tabel 3.57 - 3.59 merupakan tabel matriks output (yang disebut sebagai data 

prediksi) dari proses konvolusi kedua yang telah digabungkan sehingga 

menjadi matriks output R,G dan B. 

Tabel 3.57. Data prediksi - citra dalam matriks output R 

 

Tabel 3.58. Data prediksi - citra dalam matriks output G 
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Tabel 3.59 Data prediksi - citra dalam matriks output B 

 

Tabel 3.60 - 3.62 merupakan tabel matriks data target. Data target merupakan 

citra asli yang akan digunakan sebagai pembanding untuk menghitung MSE.   

Tabel 3.60. Data target - citra dalam matriks R 

 

Tabel 3.61. Data target - citra dalam matriks G 

 

 

Tabel 3.62. Data target - citra dalam matriks B 
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Berikut ini merupakan hasil dari metode MSE yang digunakan untuk 

menghitung nilai eror dari proses feed forward yang telah dilakukan, rumus  

dan perhitungan hasil MSE adalah: 

𝑀𝑆𝐸 = 𝐽(𝜃0, 𝜃1) =
1

𝑀𝑀
∑ ∑ ((𝜃0+𝜃1𝑥𝑖𝑗) − 𝑡𝑖𝑗)

2
𝑀

𝑗=0

 

𝑀

𝑖=0

 

𝑴𝑺𝑬 = 𝟓, 𝟔𝟔𝟏 

8) Proses Back-Propagation 

Setelah seluruh rangkaian proses feed forward dilakukan, tahap 

selanjutnya adalah proses back propagation atau backprop. Pada proses 

backprop, dibutuhkan turunan parsial dari fungsi eror (dalam penelitian ini 

MSE) yang digunakan untuk mendapat nilai 𝐺𝑟𝑎𝑑𝑖𝑒𝑛𝑡𝜃0 dan 𝐺𝑟𝑎𝑑𝑖𝑒𝑛𝑡𝜃1 

yang akan digunakan sebagai parameter pada algoritma ADAM backprop. 

Seperti pada rumus 2.14 dan rumus 2.15.. 

Dari perhitungan feed forward yang telah dilakukan di tahap 

sebelumnya dan notasi di atas, didapatkan nilai gradient-nya sebagai berikut: 

𝐺𝑟𝑎𝑑𝑖𝑒𝑛𝑡𝜃0 =
𝜕𝐽

𝜕𝜃0
(𝜃0, 𝜃1) = 1,516 

𝐺𝑟𝑎𝑑𝑖𝑒𝑛𝑡𝜃1 =
𝜕𝐽

𝜕𝜃1
(𝜃0, 𝜃1) = 0,786 
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Berikut ini adalah inisialisasi dari parameter masukkan yang digunakan di 

dalam algoritma ADAM backprop: 

 𝛽1 = 0,5 

 𝛽2 = 0,999  

 𝛼 = 0,0002 

 𝜀 = 0,000001  

 𝑇, 𝑚, 𝑣 = 0 

Berikut ini adalah langkah-langkah dari algoritma ADAM backprop untuk 

proses backprop dari output layer ke hidden layer: 

 Hitung timestep dengan rumus: 

𝑇 = 0 

𝑇 = 𝑇 + 1 

 Untuk 𝐺𝑟𝑎𝑑𝑖𝑒𝑛𝑡𝜃0 hitung 𝑚, 𝑣, �̂�, dan 𝑣 dengan rumus: 

𝑚𝑏 = 𝛽1. 𝑚𝑏 + (1 − 𝛽1). 𝐺𝑟𝑎𝑑𝑖𝑒𝑛𝑡𝜃0 

𝑚𝑏 = 0,758 

𝑣𝑏 = 𝛽2. 𝑣𝑏 + (1 − 𝛽2). 𝐺𝑟𝑎𝑑𝑖𝑒𝑛𝑡𝜃0
2 

𝑣𝑏 = 0,002 

𝑚�̂� =
𝑚𝑏

1 − (𝛽1
𝑇)

 

𝑚�̂� = 1,516 

𝑣�̂� =
𝑣𝑏

1 − (𝛽2
𝑇)

 

𝑣�̂� = 1,516 

 Untuk 𝐺𝑟𝑎𝑑𝑖𝑒𝑛𝑡𝜃1 hitung 𝑚, 𝑣, �̂�, dan 𝑣 dengan rumus: 
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𝑚𝑓 = 𝛽1. 𝑚𝑓 + (1 − 𝛽1). 𝐺𝑟𝑎𝑑𝑖𝑒𝑛𝑡𝜃1 

𝑚𝑓 = 0,393 

𝑣𝑓 = 𝛽2. 𝑣𝑓 + (1 − 𝛽2). 𝐺𝑟𝑎𝑑𝑖𝑒𝑛𝑡𝜃1
2 

𝑣𝑓 = 0,0008 

𝑚�̂� =
𝑚𝑓

1 − (𝛽1
𝑇)

 

𝑚�̂� = 0,786 

𝑣�̂� =
𝑣𝑓

1 − (𝛽2
𝑇)

 

𝑣�̂� = 0,786 

 Update bias dengan rumus (2.17) 

Tabel 3.63 dibawah ini merupakan tabel bias yang sudah di-update. 

Tabel 3.63. Nilai bias baru  

 

 Update  filter dengan rumus (2.19) 

Tabel 3.64 hingga tabel 3.69 di bawah ini merupakan tabel filter yang 

sudah di-update. 

Tabel 3.64. Nilai filter baru untuk output matriks ke-0 

 

 

Tabel 3.65. Nilai filter baru untuk output matriks ke-1 
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Tabel 3.66. Nilai filter baru untuk output matriks ke-2 

 

Tabel 3.67. Nilai filter baru untuk output matriks ke-3 

 

Tabel 3.68. Nilai filter baru untuk output matriks ke-4 

 

Tabel 3.69. Nilai filter baru untuk output matriks ke-5 

 

Setelah proses perhitungan backprop dari output layer ke hidden layer 

dilakukan, didapatlah nilai bias dan filter yang baru. Selanjutnya adalah 

proses perhitungan backprop dari hidden layer ke input layer. 

 Lakukan proses konvolusi dengan nilai filter baru dan nilai bias baru. 

Tabel 3.70 - 3.72 merupakan tabel hasil konvolusi antara matriks 

output (tabel 3.57 - 3.59) dengan masing-masing filter (tabel  3.64 - 

3.69)  dan bias (tabel 3.63). Hasil konvolusi setiap filter dijumlahkan 

sehingga didapatkan 3 matriks R, G dan B.  
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Tabel 3.70. Citra dalam matriks R 

 

Tabel 3.71. Citra dalam matriks G 

 

Tabel 3.72. Citra dalam matriks B 

 

 Pada tahap feed forward sebelumnya, terdapat proses ReLU di layer 

ini. Maka, pada tahap backprop yang berada di layer yang sama 

harus dilakukan proses ReLU, tepatnya turunan dari fungsi ReLU. 
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Jika output proses konvolusi yang telah dilakukan sebelumnya 

memiliki nilai ≤ 0 maka hasilnya adalah 0. Dan jika output ini 

memiliki nilai > 0 maka hasilnya adalah 1. 

 Setelah itu, lakukan perhitungan MSE seperti sebelumnya. 

 Kembali ke langkah awal algoritma backprop untuk meng-update 

bias dan filter yang berada diantara hidden layer dan input layer. 

 

3.4. Implementasi Jaringan Syaraf Tiruan 

Berikut ini adalah beberapa parameter yang diterapkan pada sistem JST yang 

digunakan dalam penelitian ini: 

1. Inisialisasi filter, bias dan hidden layer yang digunakan bernilai -1 hingga 

1 yang diberikan secara random. 

2. Learning rate sebesar 0,0002. 

3. Fungsi aktivasi yang digunakan yaitu fungsi aktivasi ReLU. 

4. Metode upsampling yang digunakan yaitu metode Bilinear upsampling. 

5. Toleransi nilai error sebesar 0,000001. 

6. Jumlah maksimum epoch sebesar 100. 

Berikut ini adalah daftar data target yang akan digunakan sebagai tujuan dari 

data input. Data target akan digunakan untuk membandingkan seberapa baik 

tampilan yang akan dihasilkan oleh sistem. 

 

Tabel 3.73. Tabel data input dan data target 

Data Input Ukuran Data Target Ukuran 
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170x113 

piksel 

 

680x452 

piksel 

 

114x170 

piksel 

 

456x680 

piksel 

 

170x170 

piksel 

 

680x680 

piksel 

 

Untuk data input yang memiliki ukuran < 170x170 akan diproses melalui 

tahapan pre-processing. Pre-processing akan memproses citra tersebut dengan 

menambahkan padding bernilai 0 pada sisi yang dianggap memiliki ukuran < 170.  

Saat seluruh parameter telah ditentukan, tahap selanjutnya yaitu tahap 

pelatihan. Data training yang sudah disiapkan sebelumnya menjadi input dan 

dilatih oleh sistem JST. Proses pelatihan data akan berhenti saat sistem menyentuh 

toleransi nilai error atau mencapai maksimum epoch.  
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Gambar 3.2. Flowchart pelatihan sistem 
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BAB IV 

PENGUJIAN DAN ANALISIS HASIL 

4.1. Uji Coba 

Pada proses uji coba sistem digunakan 200 data testing. Data testing 

merupakan data yang belum dikenal oleh sistem, karena data ini tidak digunakan 

saat proses pelatihan. Output hasil proses testing akan dibandingkan dengan metode 

pengujian kuantitatif. Gambar 4.1 merupakan tampilan flowchart untuk proses 

testing.  

 

Gambar 4.1. Flowchart pengujian sistem 
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Tabel 4.1. Berikut ini merupakan hasil dari proses pengujian kuantitatif 

beserta tampilan visual dari hasil proses interpolasi Bilinear upsampling dan hasil 

proses LLCNN: 

Tabel 4.1. Tampilan perbandingan citra LLCNN dengan Bilinear 

No 

Data Input dan Data 

Target 

Pengujian Visual 

Pengujian 

Kuantitatif 

1 

 

 

 

Input

 

Target 

 

 

 

Bilinear

 

LLCNN 
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2 

 

 

Input 

 

Target 

 

 

Bilinear 

 

LLCNN 

 

 

 

 

MSE = 0.00551 

SSIM = 0.6874 

PSNR = 22.586 

 

 

 

 

MSE = 0.00425 

SSIM = 0.7540 

PSNR = 23.709 

3 

 

Input 

 

Bilinear 

 

 

 

 

MSE = 0.00192 

SSIM = 0.826 

PSNR = 27.167 

 

 

 

 



50 
 

 

Target 

 

LLCNN 

 

 

MSE = 0.00139 

SSIM = 0.8606 

PSNR = 28.556 

4 

 

 

 

 

Input 

 

Target 

 

 

 

 

 

 

Bilinear 

 

LLCNN 
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5 

 

 

Input 

 

Target 

 

 

Bilinear 

 

LLCNN 

 

 

 

MSE = 0.00290 

SSIM = 0.7730 

PSNR = 25.374 

 

 

 

 

 

MSE = 0.00231 

SSIM = 0.8212 

PSNR = 26.371 

 

4.2. Analisis Hasil 

Dari seluruh rangkaian penelitian yang telah dilakukan, dapat dianalisis 

bahwa model dari algoritma LLCNN dapat menjadi metode yang dapat menutupi 

kelemahan dari proses interpolasi bilinear upsampling. Metode LLCNN yang 

diterapkan pada kasus perbaikan citra resolusi rendah ternyata dapat menghasilkan 

citra resolusi tinggi yang memiliki kualitas piksel yang baik yang dapat dibuktikan 

pada tabel 4.1 yang berisi tabel pengujian secara kuantitatif dan tampilan visual 

citra perbandingan antara LLCNN dengan Bilinear Upsampling. 
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BAB V 

PENUTUP 

5.1. Kesimpulan 

Kesimpulan yang didapat dari seluruh rangkaian penelitian dengan judul 

“Peningkatan Resolusi Citra Digital Menggunakan Deep Neural Network” adalah: 

 Penelitian yang dilakukan telah berhasil memperbaiki kualitas citra 

resolusi rendah menjadi citra resolusi tinggi. 

 Metode LLCNN yang diterapkan dalam penelitian dapat memperbaiki 

citra hasil metode Bilinear upsampling.  

5.2. Saran 

Dari permasalahan yang muncul dalam penelitian ini, saran yang dapat 

dipertimbangkan untuk penelitian selanjutnya, adalah seberapa optimal citra 

resolusi rendah dapat ditingkatkan ke resolusi tinggi. 
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LAMPIRAN 

import scipy 

import scipy.misc 

from glob import glob 

import numpy as np 

#import random 

from imageio import imwrite  

 

class DataLoader(): 

    def __init__(self, hr_res=(2040, 2040), lr_res=(510,510), rgb=True): 

        if rgb: 

            self.hr_res = (hr_res[0],hr_res[1], 3) 

            self.lr_res = (lr_res[0],lr_res[1], 3) 

        else: 

            self.hr_res = hr_res 

            self.lr_res = lr_res 

 

    def load_data(self, data_type="train",  batch_size=1, random=False): 

        path_LR = glob('./dataset/%s_LR/*' % (data_type)) 

        path_HR = glob('./dataset/%s_HR/*' % (data_type)) 

        #sample_LR = random.sample(path_LR,batch) 

        sample_LR = np.random.choice(path_LR, size=batch_size) 

        ind = [] 

        for i in sample_LR:  

            ind.append(path_LR.index(i)) 

         

        imglr = [] 

        imghr = []         

        Shape = [] 

        for i in range(batch_size): 

            imgl = self.imread(sample_LR[i]) 

            imgh = self.imread(path_HR[ind[i]]) 

            imgl = np.array(imgl) 

            imgh = np.array(imgh) 

            imxl = self.norm_img(imgl, hr=False) 

            imxh = self.norm_img(imgh) 

            imglr.append(imxl) 

            imghr.append(imxh) 

            Shape.append(imgl.shape) 

 

        imglr = np.array(imglr)/255 

        imghr = np.array(imghr)/255 

 

        return imglr, imghr, Shape 

 

    def load_batch(self, batch_size=1, is_testing=False): 
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        data_type = "train" if not is_testing else "val" 

        path_LR = glob('./dataset/%s_LR/*' % (data_type)) 

        path_HR = glob('./dataset/%s_HR/*' % (data_type)) 

 

        self.n_batches = int(min(len(path_LR), len(path_HR)) / batch_size) 

        total_samples = self.n_batches * batch_size 

 

        # Sample n_batches * batch_size from each path list so that model sees all 

        # samples from both domains 

        path_A = np.random.choice(path_A, total_samples, replace=False) 

        path_B = np.random.choice(path_B, total_samples, replace=False) 

 

        for i in range(self.n_batches-1): 

            batch_A = path_A[i*batch_size:(i+1)*batch_size] 

            batch_B = path_B[i*batch_size:(i+1)*batch_size] 

            imgs_A, imgs_B = [], [] 

            for img_A, img_B in zip(batch_A, batch_B): 

                img_A = self.imread(img_A) 

                img_B = self.imread(img_B) 

 

                img_A = scipy.misc.imresize(img_A, self.img_res) 

                img_B = scipy.misc.imresize(img_B, self.img_res) 

 

                if not is_testing and np.random.random() > 0.5: 

                        img_A = np.fliplr(img_A) 

                        img_B = np.fliplr(img_B) 

 

                imgs_A.append(img_A) 

                imgs_B.append(img_B) 

 

            imgs_A = np.array(imgs_A)/127.5 - 1. 

            imgs_B = np.array(imgs_B)/127.5 - 1. 

 

            yield imgs_A, imgs_B 

 

    def norm_img(self, img, hr=True): 

        if hr: 

            imx = np.zeros(self.hr_res) 

        else: 

            imx = np.zeros(self.lr_res) 

        for i in range(img.shape[0]): 

            for j in range(img.shape[1]): 

                imx[i][j] = img[i][j] 

        return imx 

 

    def save_img(self, path, img, shape=(510,510)): 

        row = shape[0] 

        col = shape[1] 
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        imwrite("HR" + path , img[0:row*4,0:col*4]) 

        imwrite("LR" + path , img[0:row,0:col]) 

 

    def imread(self, path): 

        return scipy.misc.imread(path, mode='RGB').astype(np.float) 

     

    def imsave(self, path, x): 

        return scipy.misc.imsave(path, x) 


	LAPORAN AKHIR PENELITIAN DANA MANDIRI
	PROGRAM STUDI TEKNIK INFORMATIKA INSTITUT TEKNOLOGI INDONESIA
	KATA PENGANTAR

